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摘 要:为了提升图像异常检测模型对复杂异常的识别率以及对多尺寸异常的检测稳定性,提出了基于多组师

生网络分层特征融合框架的异常检测模型(Multi-groupTeacher-studentNetworkHierarchicalFeatureFusion
Framework,MTHF)。通过构建3组不同的师生检测模块,在每组学生网络的蒸馏层后引入特征融合模块,提升多

尺度异常检测精度,采用两阶段融合策略实现异常区域全面覆盖的同时保证边缘清晰。在MVTecAD数据集上进

行实验,结果表明,MTHF模型的平均检测精度相比当前最先进方法提升了7.62%,充分证明了模型在图像异常检

测任务中的有效性。
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Abstract:To enhance the recognition rate of image anomaly detection models for complex anomalies and
improve detection stability across multi-scale anomalies, this paper proposes an anomaly detection model based on a
Multi-group Teacher-student Network Hierarchical Feature Fusion Framework (MTHF). By constructing three distinct
teacher-student detection modules and introducing feature fusion modules after the distillation layers of each student
network, the model enhances multi-scale anomaly detection accuracy. A two-stage fusion strategy achieves
comprehensive coverage of anomalous regions while preserving sharp boundaries. Experiments on the MVTec AD
dataset demonstrate that the MTHF model improves the average detection accuracy by 7.62% compared to state-of-the-
art methods, validating its effectiveness in image anomaly detection tasks.
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0 引言(Introduction)
近年来,知识蒸馏技术为异常检测带来了新的解决思路。

但是现有模型存在复杂异常识别精度低和不同尺度异常识别

精度波动大的问题。针对以上问题,本文提出了基于多组师生

网络分层特征融合框架的异常检测模型(MTHF)。首先,模型

基于ResNet50、VGG16和ResNet34构建了3组不同架构的师

生网络,利用不同网络对特征的捕捉优势,弥补了单一架构的

局限性,用以增强对复杂异常的特征提取能力。进一步的,在
每组学生网络的蒸馏层后引入特征融合模块,用以充分融合浅

层和深层特征,增强对不同尺寸异常的检测能力,解决在多尺
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度异常检测中的不足。最后,模型对3组检测结果采用两阶段

融合策略,优化异常区域的主体定位和边缘界定。同时保留边

缘精准性和定位完整性,生成更加精确的异常定位图。为了验

证MTHF模型有效性,在MVTecAD数据集上进行实验。实

验结果表明,所提出模型的检测精度相比当前最先进方法提升

了7.62%。

1 相关工作(Relatedwork)
1.1 基于知识蒸馏的异常检测

知识蒸馏模拟人类教育过程[1-3],其中具备强大特征提取

能力的教师网络指导较简单的学生网络学习。教师网络的知

识可以是其输出层的决策信息或中间层的特征表示,分别对应

输出层知识蒸馏与特征层知识蒸馏。学生网络通过模仿教师

网络的输出和特征激活模式,实现对教师网络知识的继承。知

识蒸馏的核心在于将教师网络学习到的特征和决策规则转移

给学生网络,使后者在对蒸馏知识的学习过程中达到或接近教

师的水准。模仿的过程通过损失函数的迭代来实现,在特征层

蒸馏中,损失函数LFeaD如式(1)所示:
LFeaD(ft(x),fs(x))=LF(Φt(ft(x)),Φs(fs(x)))(1)

其中:ft(x)和fs(x)分别代表教师网络和学生网络对于输入

数据x生成的特征图,Φt(·)和Φs(·)表示对特征图的投影

变换函数,用来将师生特征调整至同一维度,LF表示损失计算

方法,通常可以使用均方误差、l2距离损失。
知识蒸馏技术在异常检测以外的其他领域也被广泛应用。

XU等[4]提出了一种使用知识蒸馏构建深度脉冲神经网络模

型,通过联合训练算法合理地构建更高效的深度脉冲结构,对
各类人工噪声和自然信号具有极好的抗噪能力,应用于实际场

景的轻量级、高效的类脑计算。张晓涌等[5]使用更适合生成语

言模型上的反向蒸馏,以防止学生模型高估教师分布的低概率

区域。生成的响应更精确,总体质量更高,曝光偏差更低,校准

更好,长文本生成性能更高。SHU等[6]将每个通道的激活图

归一化,得到软概率图。通过简单地最小化两个网络的通道概

率图之间的KL散度,蒸馏过程更加关注每个通道最突出的区

域,从而完成密集的预测任务。

1.2 混合注意力机制
在注意力机制的多样化实现中,两大主流方法分别是空间

注意力和通道注意力,它们各自聚焦于输入特征的不同维度来

优化信息处理。混合注意力机制(FusionAttentionModel,
FAM)包含通道注意力、空间注意力、交叉融合模块3个部分,
结构如图1所示。

图1 混合注意力模块结构示意图

Fig.1Schematicdiagramofthestructureofthe
hybridattentionmodule

  如图1所示,先分别提取输入特征图的通道注意力特征和

空间注意力特征,再将其交叉融合传递到最终特征图Fout中。
交叉融合模块用于将通道注意力特征和空间注意力特征融合

形成交叉注意力特征。交叉融合模块运算如式(2)~式(4)
所示:
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其中:Fch和Fsp分别表示通道注意力特征图和空间注意力特征

图,F
-
ch和F

-
sp分别表示Fch和Fsp的矢量化特征,F

-
'ch和F

-
'sp表示

交互矢量特征图。

1.3 异常检测
通过教师学生模型架构,隐式学习正常数据的特征分布,

并利用预训练模型实现高效的无监督学习。BERGMANN
等[1]首次将此框架应用于异常检测,通过比较学生网络和教师

网络的输出差异,有效提升了异常的识别能力。SALEHI等[2]

提出的多分辨率知识蒸馏策略,旨在通过从多个中间层提取特

征,加强学生网络对教师网络正常图像特征的学习。在此基础

上,MA等[3]使用基于自动编码器的重构过程来更新教师重要

性权重。通过学生网络的重构误差来检测异常。
然而,现有方法依赖单一骨干检测网络,限制了对异常样

本特征的全面提取,进而影响了对复杂异常的识别精度。
如图2所示,在榛子类样本测试结果中,虽然破口类和孔洞类

异常的检测精度较为稳定,但在处理形态较为复杂的喷涂类异

常时,检测区域覆盖不够全面,检测精度明显波动。

(a)原始图像

(b)测试结果

(c)基准答案

图2 榛子样本中不同形态异常检测结果

Fig.2Detectionresultsofdifferentmorphological
abnormalitiesinhazelnutsamples

此外,此类模型在应对尺度多变的异常时也存在局限性。
随着卷积层深度的增加,感受野发生变化,不同尺度的异常特

征提取能力出现差异。而现实情况中,检测样本的异常尺寸往

往差异很大,如图3所示。
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(a)大尺寸异常

(b)小尺寸异常

图3 不同尺寸异常样本

Fig.3Abnormalsamplesofdifferentsizes

2MTHF模型(MTHFmodel)
2.1 模型总体架构

针对骨干网络结构单一,且未能充分融合各层级特征,导
致现有模型对新型异常的识别率较低,并且在应对不同尺寸的

异常时检测精度波动较大的问题,本文提出了基于多组师生网

络分层特征融合框架的异常检测模型(MTHF),框架如图4
所示。

图4 模型总体结构

Fig.4Overallstructureofmodel

如图4所示,MTHF采用M 组(取M=3)并联的师生网

络结构,分别基于ResNet34、ResNet50和VGG16,以捕获多样

化的特征表示。每组网络的教师网络均在ImageNet上进行预

训练,迁移在大规模数据上学到的边缘、纹理等特征,避免特征

提取不足问题,同时提升了模型的泛化能力,更好地应对训练

集中缺失的异常样本。学生网络采用与对应教师网络相同的

架构,通过训练阶段完善的模仿教师网络对于正样本的特征表

征。并在3层蒸馏层后加入特征融合模块,将浅层和深层特征

进行融合,以更好地处理不同尺度的异常。
输入图像经过师生组网络,分别提取出教师特征和学生特

征。对于同一块图像区域,未出现异常时,教师和学生的特征

向量在角度和方向上高度一致,反之,对于异常区域通过向量

间差异完成定位。通过特征差异,每组师生网络分别得到一张

异常定位图。

3组师生检测模块结果的融合策略分为两阶段。第一阶

段是对两组ResNet师生网络输出的检测结果进行最大值融

合,以提高对局部异常的检测能力;第二阶段则对一阶段融合

的输出结果和VGG组检测结果进行加权平均融合,生成最终

的异常检测图,确保不同特征层次的有效整合和检测结果的鲁

棒性。

2.2 师生检测模块

MTHF在3组师生检测模块中分别使用了ResNet34、

ResNet50和VGG16做为骨干网络,用来平衡全局与边缘特征

的提取能力。在骨干网络中选取第1、3、5层特征层作为蒸馏

层进行特征蒸馏以提供完整的特征表示,从而提升蒸馏效果,
如图5所示。

(a)ResNet34骨干网络

(b)ResNet50骨干网络

(c)VGG16骨干网络

图5 3组骨干网络结构图

Fig.5Threesetsofbackbonenetworkstructurediagrams
如图5(a)所示,ResNet34是一个34层的相对较浅层网

络,使用标准的残差块(ResidualBlock),每块包含两个3×3卷

积层,通过跳跃连接解决深层网络的梯度消失问题。因为较浅

的结构可以更集中于细粒度的特征提取,而不会像更深的网络

那样过度平滑或者丢失细节,所以ResNet34能够更好地捕捉

图像的边缘细节和局部特征,特别是在纹理类异常检测中表现

突出。
同时为了在物体类样本检测中保持精度,使用ResNet50

网络。如图5(b)所示,ResNet50是一个50层的深层网络,使
用瓶颈块(bottleneckblock),每块包含3个卷积层(1×1,

3×3,1×1)。用于降维和恢复维度,以减轻计算负担。更深的

网络使它能够学习更抽象和高级的特征,尤其适用于物体类异

常检测。但瓶颈块的降维操作也导致其对细节的关注减少,

ResNet50在处理细微局部异常或复杂纹理时表现不够敏感。
在ResNet系列网络的检测结果中,存在异常区域漏检的

问题,为此引入VGG16网络。如图5(c)所示,VGG16是一个

16层的浅层网络,它使用多层3×3的小卷积核结构,通过多

个卷积层堆叠,增大感受野,同时保留空间细节,对异常区域进

行更加全面的覆盖。其在全局特征提取上表现更为稳定,尤其

适用于复杂纹理类异常或局部特征不明显的场景。
综合使用3组网络,可以做到对异常的全面覆盖和检测边

缘清晰。VGG16能够覆盖整个异常区域,确保复杂异常区域

不会被漏检,弥补了ResNet系列网络在异常区域覆盖上的不

足。两种ResNet网络擅长边缘检测,能够捕捉细微的局部异

常,与VGG16网络形成互补。分别将3组骨干网络构建为教
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师学生网络,在特征层之间进行知识蒸馏,具体流程如图6
所示。

图6 师生组网络结构图

Fig.6Networkstructurediagramofteacher-studentgroup

  在训练阶段,教师加载预训练参数并保持固定,学生网络

加载随机参数。在两组网络中选取相同层级的卷积层作为中

间层实施知识蒸馏过程。将正样本分别输入教师网络和学生

网络,计算其通过教师网络和学生网络所得特征表示之间的差

异,得到样本的特征损失。通过损失函数回归分析,优化出学

生网络对教师网络正样本特征表示的最佳模仿参数。
在测试阶段,将测试样本输入教师网络和学生网络,利用

教师网络和学生网络所得特征表示之间的差异进行异常检测。
学生网络对于正常数据得到的特征表示与教师网络相同,对于

异常数据,学生网络与教师网络得到的特征表示有较大差异,
据此,将总损失用作异常得分。对于判断为异常的样本,计算

教师网络和学生网络各层所得特征表示之间的差异,得到差异

矩阵,并进行上采样以获得异常图。

2.3 特征融合模块
为了充分融合浅层和深层特征,增强对不同尺度异常的检

测能力。在学生网络的蒸馏层上,MTHF通过构建特征金字

塔结构,实现特征融合,结构如图7所示。

图7 特征融合模块示意图

Fig.7Schemaofthefeaturefusionmodule

如图7所示,特征融合模块将学生网络的3层蒸馏层的输

出特征图来进行两两融合。具体而言,最高层的输出特征图首

先通过混合注意力模块FAM 处理得到Ft3,随后,将经过

FAM处理的前一层特征图与Fs3相加生成Fs2,遵循同样模式

得到Fs1。为了匹配尺寸,对高层特征图实施上采样操作与低

层特征图融合。
通过限定融合顺序,确保低层特征仅整合了紧邻层特征,

而非直接包含高层的特征信息,避免了跨尺度特征融合时容易

引发的混淆效应,从而抑制了定位精度下降。Fs1、Fs2及Fs3各

自集成不同层级的特征差异,有效放大了学生网络与教师网络

在特征表示上的差异。同时,相邻层间的两两融合不仅维持了

不同分辨率特征图对异常尺寸变化的敏感度,还确保了各层在

特征表达上的相对独立性,避免了过度融合可能引起的特征

模糊。

2.4 损失函数
MTHF通过比较学生网络与教师网络对于异常样本的特

征差异,实现异常检测。因此,在正样本上需要实现师生特征

提取达到高度一致,设置蒸馏损失函数的目标是在训练阶段获

得一个对教师模型在正常样本上特征表征有很好模仿效果的

学生模型。为了充分利用特征向量间的距离和角度差异,

MTHF中每层蒸馏层将常规的距离损失函数(Ldir)和余弦相

似性度函数(Lval)相结合,如式(5)和式(6)所示:

Lval= 1
Ni∑

Ni

i=1
(Fti-Fsi)2 (5)

Ldir=1-∑
Ni

i=1
(Fti-Fsi)

V(Fsi)T·V(Fti)
‖V(Fsi)‖‖V(Fti)‖

(6)

其中:Ni为第i个蒸馏层所有神经元个数。Fti和Fsi分别表示

教师网络和学生网络第i层的特征输出。V(y)表示将任意维

度y 向量矩阵转化为1维向量,‖y‖表示y向量的范数。Li

表示第i个蒸馏层的损失函数。由距离损失和方向损失相加

得到,如式(7)所示:

Li=Lval+Ldir (7)

  ResNet34,ResNet50,VGG16为骨干网络的师生组检测模

块训练阶段各自独立,损失函数分别对应为LResNet34,LResNet50,

LVGG16。对于每组检测模块,共设置了3层特征蒸馏,考虑到不

同网络在不同特征层之间的特征提取侧重有所区别,故每组总

损失由每层损失加权相加得出,则总损失表示为LGroupFea,

GroupFea∈{ResNet34,ResNet50,VGG16},如式(8)所示:

LGroupFea=∑
3

i=1
θi·Li (8)

其中:θi表示第i层特征对应的权重。

2.5 两阶段融合
在测试阶段,对于判断为异常的样本,计算教师网络和学

生网络各层所得特征表示之间的差异,得到差异矩阵,并进行

上采样以获得异常图。对于一张样本图片,3组师生检测网络

共得到3张结果图。
首先,通过最大值融合充分利用两组ResNet网络在边缘

检测中的优势,提取异常区域的最显著特征。随后,采用加权

平均的方式,将VGG16的更为全面的特征与ResNet的局部边

缘特征相结合,形成兼具全面覆盖和边缘精准的融合结果。缓

解VGG16在边缘检测上的模糊问题,并增强ResNet网络在复

杂异常区域的覆盖能力。
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第一阶段从ResNet34、ResNet50两个模型输出中,逐像素

选择对最大的异常值作为融合后的对应异常值,以此填补漏检

测区域,放大异常。对于任意像素位置(i,j),最大值融合后的

结果图在该位置的异常值Ωmax(i,j)定义为

Ωmax(i,j)=max(ΩResNet34(i,j),ΩResNet50(i,j)) (9)
其中:ΩResNet34(i,j)和ΩResNet50(i,j)分别为对应师生组检测结

果图在该位置的异常值。
第二阶段在第一阶段结果的基础上,将Ωmax与VGG16模

型输出的ΩVGG16进行融合,引入权重因子α和β(其中,α+β=
1),用于平衡最大值融合结果Ωmax(i,j)与VGG16模型输出

ΩVGG16的重要性。逐像素的进行加权平均融合,融合公式为

Ωfinal(i,j)=α·Ωmax(i,j)+β·ΩVGG16(i,j) (10)

3 实验(Experiment)
3.1 实验设置

使用MVTecAD数据集进行实验,该数据集涵盖了15种

类别的共5354张高分辨率彩色图像。图像被划分为两类,其
中:纹理类别包括carpet、grid、leather、tile、wood5种;物体类

别包括bottle、cable、capsule、hazelnut、metal-nut、pill、screw、

toothbrush、transistor、zipper10种。训练集包括3629张正常

样本图像,测试集包含正常样本和各种类型的异常样本及其对

应的二值异常图,用来进行结果评估。在预处理阶段,所有输

入图像被统一调整至256×256像素尺寸,以确保模型输入的

一致性。
训练配置方面,每组模型均历经了500轮迭代训练,选用

随机梯度下降(StochasticGradientDescent,SGD)作为优化器,
动量参数设为0.9,学习率设为0.4,批次大小为32。

3.2 实验结果
为了验证模型的有效性,MTHF对比了以下先进模型:

SSIM-AE[7]:采用了基于结构相似性指数的感知损失函

数,通过量化图像局部区域间的内在联系,同时兼顾亮度、对比

度及结构特征,来评估图像质量。

Patch-SVDD[8]:将深度支持向量数据描述框架拓展至基

于图像块的自监督学习范式,模型能进一步实现对异常区域的

精确分割。通过将DSDD与图像块分析相结合,模型得以从局

部视图中学习到丰富的特征表示。

FCCD[9]:利用编码-解码架构捕捉正常图像的特征并重构

它们。模型通过比较输入图像与其重构版本之间的差异来检

测异常,差异较大的区域被标记为可能的异常点,从而实现异

常的检测与定位。

CNN-Dict[10]:通过提取训练集中图像的局部子图来构建

一个描述正常图像特征的字典,将待测图像的子图与字典中的

正常子图进行对比,评估它们之间的相似度。

RDOE[11]:提出了一个由教师编码器和学生解码器组成的

新型模型,并相应地引入了一个简单但有效的“逆蒸馏”范式。
引入了一个可训练的一类瓶颈嵌入模块。获得的紧凑嵌入有

效地保留了正常模式的基本信息。
实验中,图像级精度可以在宏观上判断模型是否漏检或误

检。像素级精度则关注模型在微观上的定位能力。

使 用 AUCROC(Area Underthe Receiver Operating
CharacteristicCurve)作为精度评估指标。同时,各模型检测精

度在不同样本类别上由于图像特征复杂度差异表现出不同的

浮动。使用变异系数(CoefficientofVariation,CV)作为精度稳

定性的衡量标准,通过标准差与均值的比率,提供无量纲的波

动性指标,使得在不同类别之间的相对波动量化,准确地衡量

方法稳定性。实验像素级精度结果见表1。
表1 各常见模型在MVTecAD数据集中异常定

位像素级AUCROC值

Tab. 1 Pixel-level AUCROC values of various models for anomaly
localization in the MVTec AD dataset

类别 SSIM-
AE/%

CNN-
Dict/%

Patch-
SVDD/%

FCCD
/%

RDOE
/%

MTHF
/%

地毯 87.44 78.39 93.29 97.75 98.27 99.73
铁网 93.85 63.69 96.31 95.26 94.45 97.33
皮革 78.62 87.74 97.54 98.10 98.02 99.59
地砖 60.17 93.06 91.36 93.62 91.43 98.81
木板 72.79 91.36 90.28 95.92 93.22 99.17
瓶子 93.20 78.24 98.45 96.42 98.45 99.42
电缆 85.36 79.21 97.46 94.60 94.71 96.75
药丸 94.22 84.35 95.24 95.25 98.34 99.91
榛子 97.61 72.38 97.23 97.58 96.04 98.35
螺母 89.65 82.98 98.73 98.37 96.28 99.33
药片 91.98 68.13 94.42 97.41 94.34 98.27
螺丝 96.38 87.78 95.66 93.61 97.73 98.41
牙刷 92.25 90.14 98.28 95.73 98.14 99.58

晶体管 90.57 66.55 94.51 95.03 97.87 97.28
拉链 80.26 76.87 95.11 97.16 98.44 97.83
平均 86.96 80.06 95.59 96.12 96.38 98.65
CV 11.71 11.62 2.65 1.63 2.34 1.02

  由表1可知,MTHF在全部15个类别中的12个上体现出

最优精度,这是由于模型在学生网络中加入了特征融合模块,
充分融合了浅层和深层特征,增强对不同尺度异常的检测能

力。同时进一步放大了教师网络与学生网络在异常样本上的

特征差异,提高了检测精度。而在剩余的电缆、晶体管、拉链3
个类别上检测精度低于最优值,这是由于以上样本中的部分异

常与正常区域颜色信息较为接近,结构复杂且限于某些小的局

部区域,需要更精确的局部信息,而加权融合策略在捕捉这些

微小异常时不够敏感。
同时,MTHF对于不同检测类别的检测精度波动较现有

模型明显缩小,精度最高的药丸类和最低的电缆类精度差值只

有3.16%,总体精度变异系数也为最优值1.02%,可以看出,

MTHF的精度波动最小。这是由于模型设置了3组不同的师

生组进行检测,并采用了两阶段的结果融合,利用了不同骨干

网络对特征的捕捉优势,弥补了单一网络架构的局限性,增强

了对正常样本多样化特征的提取能力,并优化了异常区域的主

体定位和边缘界定。综上可以得出,本文方式实现了稳定性和

精准性的提升。
实验对于不同样本检测均值精度的图像级和像素级评估

结果如图8所示。
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图8 常见模型在MVTecAD数据集中异常定位精度

Fig.8Accuracyforanomalylocalizationofvarious
modelsintheMVTecADdataset

  由图8所示,MTHF的均值精度在图像级和像素级结果

评估中都为最优值,分别高于次优值2.03%和2.27%,高于各

模型均值(不含MTHF)7.36%和7.62%。

MTHF对于同一测试主体(以电缆类为例,MTHF对于电

缆类样本的检测精度在全部15类中最低)的不同异常类型,包
括不同尺寸的异常的检测可视化结果如图9所示。

(a)原始图像

(b)检测结果

(c)基准答案

图9 电缆类样本各类异常检测结果图

Fig.9Diagramofvariousabnormaldetection
resultsforcablesamples

由图9所示,在缺金属线类这种异常区域临近像素存在混

淆性较高的正常区域的情况下,模型会出现误检的可能。但检

测精度在尺寸变化和类型变化时还是保持了较高的稳定性。

3.3 消融实验
3.3.1 师生组检测模块和结果融合模块有效性验证

为了验证MTHF中师生组检测模块和结果融合模块的有

效性,对师生组检测模块中ResNet34、ResNet50和VGG163
组网络采用不同的组合选取和结果融合方式进行比较。实验

中将最大值融合记为MF,加权平均融合记为 WAF,试验分组

及结果分别如表2、图10所示。
表2 师生组检测模块和结果融合模块消融实验

Tab. 2 Ablation study on teacher-student group detection
modules and result fusion module

Group ResNet34 ResNet50 VGG16 MF WAF

A √ × × × ×
B × √ × × ×
C × × √ × ×
D √ √ × √ ×

续表  

Group ResNet34 ResNet50 VGG16 MF WAF

E √ × √ × √

F × √ √ × √

G √ √ √ √ √

图10 师生组消融实验结果图

Fig.10Resultsofablationexperimentonteacher-studentgroups

  由图10可知,相较于未进行多组师生融合检测的A、B、C
3组,使用融合策略的4组检测精度均有上升。MTHF采用的

G组,同时使用3组网络,并先对ResNet34组和ResNet50组

进行最大值融合,再对VGG16组进行加权平均融合时,平均检

测精度达到最高的98.65%。这是由于3组网络结构不同,检
测侧重不同,并行使用可以更好地实现对异常的全面检测。而

在边缘清晰整体有缺漏的ResNet34组和ResNet50组之间进

行最大值融合,保持了低误检率的同时,提高了精度。在此基

础上将一阶段融合结果与VGG组进行加权平均融合,进一步

结合了VGG网络检测结果的全面性。

3.3.2 特征融合模块有效性验证

为了验证特征融合模块的有效性,将不添加特征融合的检

测结果,与仅进行相邻层上采样的特征融合以及 MTHF使用

的添加了FAM的特征融合进行精度比较,结果见表3。
表3 特征融合模块消融实验

Tab. 3 Ablation experiments of feature fusion module

特征融合模块 FAM AUCROC/%

× × 94.83
√ × 96.13
× √ 95.02
√ √ 98.65

  由表3可知,单独添加不含FAM的特征融合模块使均值

精度提升了1.3%,在特征融合模块中引入FAM使均值精度

继续提升2.52%。这是由于混合注意力模块提升了学生网络

对于特征的提取能力,增大了其与教师网络间的对异常样本提

取特征的差异,降低漏检几率。而特征融合模块的引入充分融

合了浅层和深层特征,解决在多尺度异常检测中的不足。

4 结论(Conclusion)
本文提出了一种基于多组师生网络分层特征融合框架的

异常检测模型(MTHF),通过结合多组不同架构的师生网络与

多层次特征融合策略,提升了异常检测的精度和鲁棒性。模型

中的多组师生网络架构通过捕捉不同层次的特征,提升了对各

种异常的感知能力,而分层次的特征融合策略则进一步增强了
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模型对不同尺度异常的适应性。此外,混合注意力机制有效提

高了模型对异常区域的敏感度,通过最大值融合与加权平均融

合的双重结果融合策略,模型能够更加精准地定位异常区域。
结果表明,MTHF模型在检测精度和稳定性方面均优于现有

的最先进方法。
尽管MTHF模型在实验中表现出色,但也存在一些局限

性,如多组网络架构对计算资源的需求较高,训练和推理的效

率需要进一步优化。未来的工作将致力于提高模型的计算效

率,借助自适应学习或生成对抗网络等技术,增强模型对新型

异常的检测能力。增强其对新型异常的适应性,并探索其在更

多应用领域中的潜力,为异常检测技术的发展提供新的思路。

参考文献(References)
[1]BERGMANNP,LWES,FAUSERM,etal.Improvingun-
superviseddefectsegmentationbyapplyingstructuralsimi-
laritytoautoencoders[C]∥SCITEPRESS.Proceedingsof
the14thInternationalConferenceonComputerVision
Theoryand Applications (VISAPP).Prague:SCITE-
PRESS,2019:372-380.

[2]SALEHIM,SADJADIN,BASELIZADEHS,etal.Multi-
resolutionknowledgedistillationforanomalydetection
[C]∥IEEE.ProceedingsoftheIEEE/CVFConferenceon
ComputerVisionandPatternRecognition(CVPR).Nash-
ville:IEEE,2021:1466-1475.

[3]MAX,WUJ,XUES,etal.Acomprehensivesurveyon
graphanomalydetectionwithdeeplearning[J].IEEE
transactionsonknowledgeanddataengineering,2021,35
(12):12012-12038.

[4]XUQ,LIY,SHENJ,etal.Constructingdeepspikingneu-
ral networks from artificial neural networks with
knowledgedistillation[C]∥IEEE.Proceedingsofthe
IEEE/CVFConferenceonComputerVisionandPattern
Recognition(CVPR).Vancouver:IEEE,2023:7886-7895.

[5]张晓涌,王黎明,李璇,等.基于反向知识蒸馏的工件异常

检测算法研究[J].激光杂志,2024,45(8):92-97.
[6]SHUC,LIUY,GAOJ,etal.Channel-wiseknowledgedis-
tillationfordenseprediction[C]∥IEEE.Proceedingsofthe
IEEE/CVFInternationalConferenceonComputerVision
(ICCV).Montreal:IEEE,2021:5311-5320.

[7]BAKUROVI,BUZZELLIM,SCHETTINIR,etal.Struc-
turalsimilarityindex (SSIM)revisited:adata-driven
approach[J].Expertsystems withapplications,2022,

189:116087.
[8]YIJ,YOONS.PatchSVDD:patch-levelSVDDforanomaly
detectionandsegmentation[C]∥Springer.Proceedingsof
theEuropeanConferenceonComputerVision(ECCV).
Glasgow,UK:Springer,2021:336-352.

[9]SELVARAJURR,COGSWELLM,DASA,etal.Grad-
CAM:Visualexplanationsfrom deep networks via
gradient-basedlocalization[J].Internationaljournalof
computervision,2020,128(2):336-359.

[10]NAPOLETANOP,PICCOLIF,SCHETTINIR.Anomaly
detectioninnanofibrousmaterialsbyCNN-basedself-simi-
larity[J].Sensors,2018,18(1):209-209.

[11]DENGH,LIX.Anomalydetectionviareversedistillation
fromone-classembedding[C]∥IEEE.Proceedingsofthe
IEEE/CVFConferenceonComputerVisionandPattern
Recognition (CVPR).New Orleans:IEEE,2022:

9737-9746.

作者简介:
董浩然(1999),男(汉族),合肥,硕士生。研究领域:图像异常

检测,深度学习。
业 宁(1967),男(汉族),南京,教授,博士。研究领域:数据

挖掘,机器学习。本文通信作者。
周小亮(1997),男(汉族),南京,硕士。研究领域:大模型知识

蒸馏,机器学习。

 
(上接第66页)
[10]LIUSC,FENGF,HUANGXG,etal.Novelneuro-cou-

plingmatrixtechniqueforparametricmodelingofmicro-
wavefilters[J].IEEEmicrowaveandwirelesstechnology
letters,2024,34(5):871-874.

[11]JINJ,FENGF,NAW,etal.Advancedcognition-driven
EM optimizationincorporatingtransferfunction-based
featuresurrogateformicrowavefilters[J].IEEEtransac-
tionsonmicrowavetheoryandtechniques,2021,69(1):

15-28.
[12]WANGR,XUJ.Extractingcouplingmatrixandunloaded

Qfromscatteringparametersoflossyfilters[J].Progress
inelectromagneticsresearch-pier,2011,115:303-315.

[13]RAYAS-SÁNCHEZJ.EM-basedoptimizationofmicro-

wavecircuitsusingartificialneuralnetworks:thestate-

of-the-art[J].IEEEtransactionsonmicrowavetheoryand

techniques,2003,52(3):555-567.

作者简介:
刘伶龙(2000),男(汉族),西安,硕士生。研究领域:无源滤波

器建模与优化。

刘文远(1989),女(汉族),西安,讲师,博士。研究领域:高频

电路与器件建模及优化方法。本文通信作者。

延 博(1998),男(汉族),榆林,硕士生。研究领域:无源滤

波器建模与优化。

87

ww
w.
rj
gc
zz
.c
om




